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RESUMO 
 
 

O presente estudo realizou um estudo de georreferenciamento para a ocorrência de 
crimes violentos e contra o patrimônio com base em dados do ano de 2013 da Pesquisa 
Distrital por Amostra de Domicílios (PDAD), mediante metodologias inovadoras de 
aprendizado de máquinas – uma área do conhecimento recente e que vem, cada vez mais, 
sendo explorada por pesquisas científicas de ponta em nível global em aplicações diversas. 
Realizou-se um levantamento bibliográfico sistemático da literatura acadêmica correlata, 
culminando na seleção e fundamentação de 50 variáveis explicativas presentes na base de 
dados que subsidiam a previsão de ocorrências futuras de crimes nas 31 Regiões 
Administrativas do Distrito Federal. Para o cômputo das previsões, foram consideradas as 
metodologias de regressão logística, classificador Bayes ingênuo (Naive-Bayes), árvore de 
decisão random forest e máquina de vetores de suporte (Support Vector Machine). Cada 
conjunto de previsões foi avaliado mediante três métricas de desempenho (acurácia, 
precisão e revocação) e georreferenciadas com a malha digital do Distrito Federal, gerando 
mapas que ilustram diferentes gradações da propensão à criminalidade de cada Região 
Administrativa. Os resultados mostram que as previsões atingiram alta aderência aos dados 
reais, evidenciando que, com base nas variáveis explicativas escolhidas, a ocorrência de 
crimes no Distrito Federal possui um grau razoável de previsibilidade, visto pelo 
mapeamento de zonas de alta propensão a crimes. Os resultados obtidos são de grande 
valia para a sociedade civil e gestores de políticas públicas, os quais podem utilizá-los como 
insumo para fundamentar a formulação e execução de medidas de segurança pública de 
intervenção ex-post e políticas de desenvolvimento social de intervenção ex-ante para 
combater a criminalidade e promover o bem-estar da população nessa região. 

 
 
Palavras-chave:  Aprendizado de Máquina; Criminalidade; Desenvolvimento Social; 

Georreferenciamento. 
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1. INTRODUÇÃO 
 

 
Tem-se observado um aumento de crime violentos no Distrito Federal e Entorno, 

dado o crescimento da taxa de homicídios nessa região, a qual subiu 39,3% entre 2004 e 
2014, tendência esta que apresenta evidências de continuidade, visto pelo crescimento 
dessa taxa em 7,5% de 2013 para 2014. (WAISELFSZ, 2016). Dessa forma, de um lado, o 
mapeamento espacial adequado da ocorrência de práticas criminosas é desejável para a 
sociedade civil, cuja integridade e segurança devem ser plenas e perenes; de outro, o tema 
possui grande relevância para governantes e gestores de políticas públicas, que possuem 
como responsabilidade incorporar as demandas sociais e garantir à população seus direitos 
inalienáveis. 

 
Sendo assim, o presente estudo realiza uma previsão das zonas de crime das 31 

Regiões Administrativas (RAs) do Distrito Federal mediante quatro métodos de previsão, 
tendo como base variáveis explicativas extraídas de microdados da Pesquisa Distrital por 
Amostra de Domicílios (PDAD) do ano de 2013. As previsões foram então mapeadas 
utilizando técnicas de georreferenciamento, gerando quatro mapas da região, escalonados 
pela frequência de crimes registrados. 

 
Nessa pesquisa, dois prismas analíticos foram analisados. Estes podem auxiliar a 

construção de políticas públicas eficazes em prol da segurança pública e do 
desenvolvimento social no Distrito Federal: uma dimensão ex-ante-facto e uma dimensão 
ex-post-facto, elucidadas a seguir: 

 
Por “dimensão ex-post-facto”, entende-se como o conjunto de ações intervenientes 

tomadas após a ocorrência de práticas criminosas. Ou seja, com base em dados históricos 
de criminalidade na região, busca-se gerar previsões para futuras ocorrências com base nas 
variáveis explicativas levantadas, de modo que essas previsões irão informar localidades de 
alta periculosidade nas quais recomenda-se uma intervenção policial redobrada, de modo a 
coibir a ação de criminosos e assegurar a segurança e o bem-estar da população; 

 
Por “dimensão ex-ante-facto”, entende-se como o conjunto de fatores relevantes 

para a determinação da criminalidade de uma localidade, mas que exercem uma influência 
antes de o fato gerador “crime” de fato se concretize. Caso sejam identificados quais fatores 
são relevantes para justificar as causas dos crimes, há uma margem para que se façam 
intervenções nessas “dimensões ocultas” que possam impedir a própria ocorrência de 
crimes futuros, dispensando parcialmente assim a necessidade de qualquer tipo de 
intervenção ex-post. Ao levantar variáveis independentes que forneçam com precisão um 
diagnóstico das possíveis causas para a escalada ou para a coibição da atividade criminosa, 
o presente estudo pode fornecer insights valiosos para fatores alternativos que afetam a 
ocorrência de crimes – como preferências culturais e recreativas – e que podem ser 
exploradas por formuladores de políticas públicas como uma intervenção ex-ante: tornar o 
ambiente social menos propício à germinação de futuros meliantes. 

 
Dessa forma, focando nessas duas dimensões igualmente pertinentes, o presente 

estudo tem como objetivos primordiais: 
 
1. Realizar uma busca exaustiva da literatura científica correlata às causas 

determinantes do crime; e, tendo esses estudos especializados como 
fundamento, levantar uma lista de variáveis relevantes para esse fenômeno, as 
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quais serão utilizadas como insumos para a previsão de futuras atividades 
criminosas, mediante a aplicação de quatro métodos de classificação e 
aprendizado de máquinas. Com base na qualidade preditiva apresentada por 
esses classificadores, espera-se que um bom desempenho preditivo represente 
uma alta significância das variáveis levantadas para o poder explicativo do modelo 
especificado, de modo que uma análise cuidadosa dessas variáveis pode revelar 
fatores estruturais para a formulação de boas políticas públicas com cunho de 
intervenção ex-ante; 

2. Com base nas previsões geradas pelos algoritmos de aprendizado de máquina, 
confeccionar mapas que ilustrem a propensão das RAs do DF à criminalidade, 
delimitando-se claramente zonas de alta necessidade de intervenção ex-post 
(uma vez que a criminalidade é intrinsecamente dependente da consumação da 
atividade criminosa em si). Os resultados podem subsidiar decisivamente na 
otimização da alocação de forças policiais, unidades de patrulha e de futuras 
instalações de segurança, tais como delegacias e postos de atendimento 
comunitário. 
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2. REFERENCIAL TEÓRICO 
 
 

Os estudos científicos de Becker (1968) na área de criminalidade deram início às 
discussões acerca das variáveis que influenciam a decisão de cometer um crime, abordando 
um raciocínio econômico entre os custos e benefícios de um crime. Muitos outros estudos 
foram derivados da problemática apresentada por Becker (1968), que seria verificar como o 
comportamento de um indivíduo influencia a decisão de cometer um crime. Para analisar os 
padrões de comportamento, geralmente são estudadas variáveis como renda, escolaridade, 
moradia, entre outros. Artigos de estudos semelhantes mostram que as interações 
familiares, sociais e educacionais, ou seja, com o meio em que o indivíduo está inserido, são 
determinantes na criminalidade (GLAESER; SACERDOTE; SCHEINKMAN, 1995), e 
também que a criminalidade é proveniente de desigualdades sociais e carência de recursos 
para sustentar certos padrões de consumo (MERTON, 1959). 

 
Em estudos feitos no Rio Grande do Sul (OLIVEIRA, 2008), evidenciou-se que além 

dos aspectos gerais citados acima, também se deve considerar um aspecto moral que é 
construído pelo decisor, como barreira para a escolha de cometer o crime. Este aspecto 
cultural abrange um processo de construção psicológica do indivíduo, desde a infância, que 
remete a relações familiares, até a vida adulta, remetendo a relações com a sociedade, ou 
seja, o ambiente em que possui grande influência nas perspectivas do indivíduo. 
(BRONFENBRENNER, 1979). 

 
O fenômeno de altos índices de criminalidade ainda é realidade nas cidades do 

Distrito Federal, de acordo com o Balanço feito pela Secretaria de Segurança Pública do DF 
do último trimestre (julho/agosto/setembro 2016). O presente estudo procura fazer uma 
análise espacial dos índices de criminalidade do DF relacionando com o padrão de 
comportamento de cada RA de acordo com educação, renda, cultura e aspectos pessoais 
dos entrevistados. Para isso, serão utilizados os microdados da Pesquisa Distrital por 
Amostra de Domicílios (PDAD) de 2013, versão mais atual publicada. De forma a simplificar, 
elas foram agrupadas em quatro categorias: pessoa, cultura, educação e renda. 

 
A Econometria do Crime e estudos econométricos de forma geral possuem interesse 

maior na explicação dos fatos, isto é, parte-se de uma teoria, desenvolve-se um modelo e 
testa-se esse modelo. Nos modelos de aprendizagem de máquina, há um interesse maior 
na previsão gerada pelo modelo e na sua capacidade de generalização e utilização dos 
dados como início (VARIAN, 2014). Com isso, este trabalho busca avaliar quais são os 
principais locais de crime do Distrito Federal e avaliar se o ambiente em que o indivíduo está 
inserido influencia na prática criminosa, a fim de se propor políticas públicas mais eficazes. 

 
Segundo Santos e Kassouf (2008), as principais variáveis utilizadas na literatura têm 

sido socioeconômicas, entre elas renda, taxa de desemprego, nível de escolaridade, 
pobreza, desigualdade de renda e urbanização. Além disso, informações demográficas têm 
papel relevante, como questões de raça, gênero, estado civil e escolaridade. Como forma de 
considerar estas questões, as variáveis escolhidas estão descritas abaixo, bem como a 
motivação para a escolha delas. 

 
Composta por 31 Regiões Administrativas (RAs), os dados das RAs serão cruzados 

com informações da base de dados disponibilizada pela Polícia Civil do Distrito Federal a fim 
de prever locais de crime do Distrito Federal por meio de georreferenciamento. Desta forma, 
a variável de localização busca mapear os perfis dos indivíduos das regiões. 
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Pela junção dos conceitos de geografia e marketing, tendo o primeiro como sendo a 

distribuição territorial dos fenômenos e o segundo como “o ato de conhecer o mercado de 
atuação de uma organização, para posteriormente oferecer, de forma inovadora e criativa, 
produtos e serviços que esse mercado deseja” (JUNIOR, 2007). Define-se geomarketing 
como “a disciplina que estuda as relações existentes entre as estratégias e políticas de 
Marketing e o território ou espaço, onde a instituição, seus clientes, fornecedores e pontos 
de distribuição se localizam” (JUNIOR, 2007). 

 
A base do sucesso dessa metodologia se dá pela identificação, em detalhes, de 

grupos de clientes específicos que possuem características homogêneas. Para identificar 
esses segmentos, é necessário um número muito grande de informação para, assim, 
conhecer as particularidades de cada grupo e poder satisfazer as suas necessidades. O 
processo de segmentação é longo e complexo, pois exige a confirmação de que os 
segmentos existem, a determinação das suas características e localização para que, a partir 
dessas informações, se possa adotar medidas específicas para cada região com base nas 
características da população (SHEPARD, 1993). 

 
Os Sistemas de Informação Geográfica (SIG) podem ser de grande utilidade para 

esse tipo de tarefa. Os SIG integram três tipos de arquivos: banco de dados; arquivos 
geográficos; e arquivos de pontos. O banco de dados contém as informações puramente 
externas à empresa, por exemplo, dados econômicos, demográficos e sociais do mercado. 
Os arquivos geográficos contêm as entidades geográficas definidas por suas coordenadas e 
servem para a produção dos mapas. O terceiro tipo de arquivo é a união dos dois primeiros, 
onde os dados coletados ficam associados à sua localização geográfica. A junção desses 
três arquivos torna possível a criação de mapas e a aplicação de cores, padrões e símbolos, 
representando simultaneamente diversos tipos de dados. O resultado final é a análise de 
potencial de mercado, segmentação, localização de clientes ou grupos de foco e até mesmo 
a identificação de regiões que necessitam, como é o caso deste trabalho, de ações 
governamentais e políticas públicas (ARANHA, 1996). 

 
As variáveis Número de Moradores do Domicílio, Condição no Domicílio, Estado Civil 

são utilizadas como proxies para a estrutura familiar. O interesse está em identificar se há 
alguma relação entre famílias com maior número de moradores e falta de planejamento 
familiar. Santos e Kassouf (2008) indicam que há uma relação entre núcleo familiar estável e 
menos prática de crimes violentos, para isso, a variável de Estado Civil também funciona 
como uma proxy. 

 
No que concerne aos fatores demográficos básicos, as variáveis Sexo, Raça e Idade 

buscam contemplar estes aspectos. Espera-se uma relação inversa entre a quantidade de 
crimes cometidos e a idade da população (ALMEIDA, 2007). Além disso, a maior parte dos 
crimes é cometida por indivíduos do sexo masculino. A variável raça busca complementar a 
análise de desigualdade social (MACEDO et al., 2001). 

 
Já as variáveis Naturalidade, Ano de Chegada ao DF, Motivo da Mudança, Tempo na 

RA atual e Tempo no Domicílio buscam incorporar os efeitos econômicos de migrações, isto 
é, indivíduos que se mudam para o DF à procura de novas oportunidades de emprego e têm 
esses interesses frustrados. Foote (2015) indica haver uma relação entre taxas de crime da 
cidade e migrações dentro de um mesmo país. Desta forma, essas variáveis buscam 
englobar estes fatores na previsão. Estas variáveis também têm o papel de identificar 
pontos de instabilidade familiar, seja por renda, seja por relacionamento entre os membros 
da família. 

 
As variáveis relacionadas à cultura presentes na base de dados utilizada foram: 

Frequência em Museus, Frequência em Cinema, Frequência em Biblioteca, Frequência em 
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Teatro, Frequência em Shows, Frequência em Parques e Jardins, Hábito de Leitura e 
Participação em Atividades Extracurriculares. Este grupo de variáveis é utilizado para 
analisar o nível de relação com cultura que o indivíduo possui como forma de associar com 
o fato de que o processo de integração do indivíduo com a sociedade por meio da cultura 
pode ser visto como formador do custo moral citado acima (OLIVEIRA, 2008). As variáveis 
de religião podem também funcionar como proxies para aspectos culturais (FAJNZYLBER; 
LEDERMAN; LOAYZA, 2002). Desta forma, duas variáveis de religião presentes na base 
buscam considerar estes elementos. Além disso, elas podem ter papel ao incorporar o custo 
moral indicado por Oliveira (2008). Assim, indivíduos que frequentam algum tipo de religião 
podem ter o custo moral de se realizar o ato criminoso mais alto que indivíduos que não 
frequentam ou estes podem variar entre religiões diferentes. 

 
As variáveis Pratica Atividade Esportiva e Frequência em Espaços desportivos 

também se relacionam com o custo moral, trazendo um pressuposto de estudos já feitos 
mostrando que a prática de atividades esportivas é uma maneira de integração e inclusão 
social (MALINA; CESARIO, 2009). Além disso, estudos feitos por Peres (2013) em favelas 
do Rio de Janeiro mostram que o esporte também pode ser usado como forma de 
afastamento da criminalidade e das drogas. É importante ressaltar que as atividades 
esportivas incentivadas por projetos do Governo em comunidades carentes podem não só 
auxiliar no afastamento da criminalidade e drogas, como também no aumento das 
perspectivas profissionais dos indivíduos contemplados (PERES, 2013). 

 
Outro grupo de variáveis presentes no estudo são as variáveis relacionadas à renda. 

Algumas proxies foram utilizadas para avaliar a renda: Situação de Atividade, Setor da 
Atividade Remunerada, Posição na Ocupação, Contribuição para a Previdência, Dispor de 
Plano de Saúde, Motivos dos Aposentados que voltaram a Trabalhar e Valor do Benefício 
Social. Neste caso, as variáveis apresentadas para relacionar com a renda do indivíduo são 
importantes para medir o bem-estar das famílias (SOMAVILLA, 2015) e também para 
explicar como os fatores econômicos influenciam na decisão do crime (MENDONÇA, 2001). 

 
Considerando que a educação tem fator bastante relevante na determinação da 

execução de crimes, foram escolhidas três variáveis que levam isso em conta: Nível de 
Escolaridade, Local Onde Estuda e Se Estudava, no momento da pesquisa. Lochner e 
Moretti (2004) apontam que a educação pode reduzir a taxa de criminalidade por diversos 
fatores: reduzir a taxa de criminalidade por diversos fatores, entre eles, e o principal, pode 
ser o aumento dos salários, o que representa um custo maior ao se cometer um crime e de 
passar algum período na prisão, pois o ganho econômico por meio de atividades ilícitas 
tenderia a oferecer menos incentivos em relação a uma maior remuneração legítima, entre 
eles, e o principal, pode ser o aumento dos salários. Neste mesmo estudo, os autores 
identificaram que um aumento de 1% na taxa de formação no ensino médio economizaria 
R$1,4 bilhão por ano com os crimes sofridos pela sociedade em geral. Isso indica que 
políticas públicas neste âmbito poderiam trazer grandes retornos à sociedade. 

 
Lobo e Fernandez (2003) verificaram na Região Metropolitana de Salvador que o 

nível de educação contribui significativamente para a redução da atividade criminosa. Desta 
forma, o modelo tratado neste trabalho busca incorporar as variáveis de nível de 
escolaridade, local onde estuda e também se o indivíduo é estudante de escola pública ou 
particular para considerar estes efeitos. 

 
Em relatório apresentado para o Congresso dos Estados Unidos, (SHERMAN et al., 

1998) realizaram uma análise de diversos tipos de políticas públicas voltadas para a 
redução do crime. Essas políticas eram divididas para diferentes públicos: crianças, pré-
adolescentes em situação de risco, escolas, ex-detentos e zonas de risco. As soluções 
apresentadas para cada um podem ser sintetizadas como: aulas com visita semanal dos(as) 
professores(as) às crianças; terapia familiar; estabelecimento de normas claras e 
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consistentes e coaching; treinamento vocacional; aumento de patrulha policial. Estas 
políticas aparentam ter alto custo, entretanto, como dito anteriormente, os valores que 
poderiam ser economizados com crimes ultrapassaram um bilhão de dólares nos Estados 
Unidos (LOCHNER; MORETTI, 2004). 

 
Considerando a realidade brasileira, pode ser citado o Programa Nacional de 

Segurança Pública com Cidadania (Pronasci), promovido pelo Ministério da Justiça em 2007 
e que busca a melhoria da segurança aliando medidas preventivas, atacando a causa dos 
crimes desde o princípio. Todavia, devido ao seu caráter descentralizador, ele não pode ser 
plenamente estabelecido devido a algumas fragilidades dos municípios (MADEIRA; 
RODRIGUES, 2015). Por não ter a adesão obrigatória, não foi plenamente adotado tendo 
em vista algumas medidas não valerem o custo-benefício. Considerando isso, este estudo 
busca aliar a tecnologia às necessidades sociais e mostrar informações contidas nos dados 
que podem não ser vistas tão facilmente para, assim, mostrar potenciais soluções para as 
medidas como as indicadas pelo Pronasci sejam eficazes. 
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3. METODOLOGIA 
 
 

Como disposições gerais, foram escolhidos métodos de aprendizado de máquinas 
para as previsões do presente trabalho, dado que se trata de uma área do conhecimento 
que apresentou grande expansão de popularidade nos últimos anos, figurando-se como 
uma das agendas de pesquisa mais promissoras, para as próximas décadas, conforme 
indicam LeCun, Bengio e Hinton (2015). A abordagem de aprendizado de máquinas é 
notória por sua versatilidade. Vide aplicações recentes com sucesso em diversas áreas do 
conhecimento, tais como: previsão de séries temporais (ABIDIN; JAAFAR, 2012; LIN; HU; 
TSAI, 2012), previsão de taxas de câmbio (LI; SUOHAI, 2013; SERMPINIS et al., 2015),  
análise de sentimentos (BALAHUR; TURCHI, 2014), diagnóstico de doenças (BIBAULT; 
GIRAUD; BURGUN, 2016; KOTSAVASILOGLOU et al., 2017), classificação de imagens 
(DORNAIKA et al., 2016), sustentabilidade ambiental (PHAM et al., 2016), e – específico 
para a temática do presente estudo – estudos de criminalidade (BERK; BLEICH, 2013; 
BRENNAN; OLIVER, 2013). 

 
A base de dados utilizada foi a PDAD de 2013, sua versão mais atualizada até a 

conclusão deste trabalho. Foram selecionadas 50 variáveis independentes extraídas dessa 
base, cujos fundamentos teóricos na literatura científica foram elucidados na seção anterior 
do referencial teórico. A variável dependente é binária e relativa à ocorrência de atividades 
criminosas, assumindo valor 1 para presença de crime, e 0 para ausência de crime. 

 
A base de dados é constituída por 85.797 observações, entre as quais foram 

selecionadas 70% (60.056 observações do total de 85.797) para se realizar o treinamento 
dos algoritmos classificadores, enquanto os 30% restantes (25.739 observações do total de 
85.797) foram utilizados para realizar as previsões e conferir o desempenho preditivo. Esse 
mecanismo objetiva mitigar o viés de data-snooping (WHITE, 2000), o qual diz respeito a 
uma inflação artificial da qualidade das previsões oriunda do uso repetido de um dado tanto 
para definir as curvas de decisão quanto para avaliar seu poder explicativo – ao segmentar 
a base em dois conjuntos mutuamente excludentes, a qualidade dos modelos levantados 
pode ser melhor verificada, ao se alimentar as funções de decisão com dados que não 
foram utilizados para definir suas respectivas formas funcionais, de modo a fornecer uma 
medida mais robusta para a capacidade de previsão dos modelos propostos. 

 
Dado que a variável dependente predita é binária, é evidente que há quatro cenários 

possíveis para os valores observado e predito da dita variável, apresentados no Quadro 1 a 
seguir: 

 
Quadro 1 - Classes das previsões confrontadas com dados observados 

Previsão\Observação Não ocorreu crime Ocorreu crime 

Não se previu crime VN:Não-crimes classificados corretamente FN: Crimes não previstos – Erro tipo I  
(falso negativo) 

Previu-se crime FP: Previsão de crime que não ocorreu 
(“alarme falso”) – Erro tipo II (falso positivo) 

VP: Crimes classificados corretamente 
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O presente trabalho considerou três métricas de avaliação das previsões: acurácia, 
precisão e revocação (recall), definidas a seguir: 

 

Acurácia =
classificações corretas

total de observações
=

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
 (1) 

 

Precisão =
crimes preditos corretamente

total de crimes preditos
=

𝑽𝑷

𝑽𝑷 + 𝑭𝑷
 (2) 

 

Revocação =
crimes preditos corretamente

total de crimes observados
=

𝑽𝑷

𝑽𝑷 + 𝑭𝑵
 (3) 

A acurácia fornece a taxa de acerto do classificador em relação ao total de 
observações, e em geral é a métrica padrão para a avaliação da qualidade de previsões em 
variáveis binárias. No entanto, tendo em vista que grande parte dos entrevistados não 
sofreu crimes, o desbalanceamento das classes “crime” e “não crime” tende a elevar 
artificialmente o valor da acurácia, motivando assim o uso de outras métricas que 
consideram a qualidade da previsão relativo ao total de elementos observados e preditos da 
classe de interesse (nesse caso, indivíduos que sofreram crime), o que define a precisão – 
que retorna a qualidade da previsão em relação ao total de previsões realizadas; e o recall – 
que fornece a proporção de crimes que aconteceram de fato e que foram corretamente 
previstos. Ao usar as três métricas, o estudo tratou com maior robustez a avaliação da real 
qualidade das previsões, bem como logrou êxito em identificar vantagens e fraquezas de 
cada algoritmo classificador considerado. 
 
 

3.1. Georreferenciamento 
 
Para a construção dos mapas, foi utilizado o programa Qgis. Este software permite a 

junção, de forma prática, entre a previsão de crimes e as malhas digitais do Distrito Federal. 
Como resultado desse cruzamento de dados, foram criados quatro mapas, refletindo os 
resultados provenientes das metodologias abordadas, coloridos de acordo com o nível de 
previsão de crimes encontrado em cada região de análise. 

 
Apesar das pesquisas nos sites governamentais responsáveis e de algumas 

tentativas de contato com funcionários do IPEA, não foi possível encontrar nenhuma malha 
digital do Distrito Federal dividida entre as 31 Regiões administrativas. Portanto, a solução 
foi utilizar a malha digital disponibilizada no site do IBGE que está dividida por setores 
censitários, estabelecidos pelo próprio Instituto Brasileiro de Geografia e Estatística para a 
realização de pesquisas, e que está dividida entre os 19 subdistritos do Distrito Federal. 
 
 

3.2. Support Vector Machine 
 
O Support Vector Machine - SVM (BOSER et al., 1992; CORTES & VAPNIK, 1995) é 

um algoritmo de aprendizagem supervisionada que fornece uma função de decisão de 

classificação que discrimina os dados observados em duas classes complementares, +1 e 
−1, de modo a maximizar a margem entre as classes. Basicamente, dadas n observações 

com p variáveis explicativas e a respectiva classe à qual a n-ésima observação pertence, o 

SVM é um método que permite computar a expressão de uma curva em ℝ𝑝 que separa as 
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duas classes (assumindo-se que os dados são separáveis em ℝ𝑝), permitindo realizar 

inferências em relação à 𝑛 + 1–ésima observação das classes p variáveis explicativas, 

predizendo a classe à qual essa nova observação irá pertencer. 
 
Apontado pela literatura como um dos melhores métodos para classificação, o SVM 

tem sido amplamente utilizado em diversas áreas do conhecimento científico na medida em 
que consegue realizar a separação de dados considerando estruturas complexas de não 
linearidade, ao mesmo tempo em que exige poucos parâmetros na sua estimação (JUNG & 
KIM, 2014; MOGHADDAM & HAMIDZADEH, 2016). O objetivo do SVM é encontrar o 

hiperplano que maximiza a margem entre as classes, condicionado às observações x 
tomadas. 

 

∑ wi xi − 𝑤0

𝑝

𝑖=1

= 𝐰 ⋅ 𝐱 − w0 = 0 (4) 

Considerando que as observações pertencentes à classe +1 estão acima do 

hiperplano 𝐰 ⋅ 𝐱 − w0 = +1 e que as observações da classe −1 estão abaixo de 𝐰 ⋅ 𝐱 −
w0 = −1, (representados pelas retas tracejadas na figura abaixo). A função de decisão para 

a predição da 𝑛 + 1–ésima observação será o hiperplano representado pela reta cheia da 

Figura 1, paralela a 𝐰 ⋅ 𝐱 − w0 = +1 e 𝐰 ⋅ 𝐱 − w0 = −1. A classe prevista de novas 

observações será dada tendo esse hiperplano como referencial. 
 

Figura 1 - Representação do SVM para dados linearmente separados 

 
 

Fonte: Adaptado de (Mohri; Rostamizadeh; Talwalkar, 2012) 

 
O hiperplano de separação é obtido solucionando-se o seguinte problema de 

otimização quadrática: 

Minimizar:        
1

2
𝒘𝑇𝒘  

 

Sujeito a:        𝐃(𝐀𝐰 − w0𝟏) ≥ 1 

 

                    𝑤0 ∈ ℝ, 𝒘 ∈ ℝ𝑝 

(5) 

onde 𝒘 é o vetor coluna 𝑝𝑋1 referente aos coeficientes angulares do hiperplano de decisão; 
𝑤0 é um escalar real relativo ao intercepto (coeficiente linear) do hiperplano de decisão; 𝑫 é 
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a matriz diagonal 𝑛𝑋𝑛  com os valores de 𝒚; e 𝟏 é o vetor coluna 𝑛𝑋1 com todos os valores 
iguais a 1. 
 

Para o caso em que as observações em ℝ𝑝 não podem ser separadas por uma 

função linear, realiza-se uma transformação 𝜑(𝒙) ∈ ℝ𝑞 nas variáveis explicativas para uma 

dimensão superior na qual os dados se tornam linearmente separáveis. O espaço original 
ℝ𝑝 é denominado “espaço de entrada” (input space), e o espaço induzido por 𝜑, ℝ𝑞, é 
denominado “espaço de característica” (feature space). Assim, a matriz de observações 
𝐴𝑛𝑋𝑝 será mapeada em uma dimensão superior como Φ𝑛𝑋𝑞. No espaço de característica 

ℝ𝑞, procede-se da mesma forma para o SVM do caso com dados linearmente separáveis: 
constroem-se dois hiperplanos que separem as duas classes, dos quais se deriva o 
hiperplano de decisão para realizar predições para observações novas. Ao retornar para o 
espaço de entrada, a curva que separa as classes poderá ser uma função não linear, dado 

que as curvas de nível da secção transversal do hiperplano em ℝ𝑞 com a transformação  𝜑, 

projetadas na dimensão inferior ℝ𝑝, podem assumir formas não lineares. A Figura 2 

sintetiza essa ideia, ilustrando a redução do problema de classificação não linear para um 

problema de classificação linear mediante a aplicação da transformação 𝜑. 
 

Figura 2 - Intuição do SVM para dados não lineares 

 
 

Fonte: Modificado a partir de (Soman; Loganathan e Ajay, 2011) 
 
 

Ademais, a fim de evitar que a função de decisão seja demasiadamente volátil – o que 
prejudica a capacidade de generalização do modelo – introduz-se um parâmetro fixo de 
custos que atribui uma penalização às classificações errôneas (ou seja, elementos da classe 
+1 classificados como –1, e vice-versa), ponderados pela distância dos pontos classificados 

erradamente, a qual também é conhecida e dada pelo vetor 𝝃. Dessa forma, o algoritmo irá 
buscar o “meio-termo” entre a maximização de pontos classificados corretamente e a 
preferência por curvas de decisão com comportamento mais estável possível (ou seja, mais 
lineares possíveis no espaço de entrada). 

 

Dessa forma, realizando-se a transformação das observações originais 𝒙 ⟶ 𝜑(𝒙) e 

introduzindo-se o parâmetro de custo 𝐶, o problema de otimização do SVM para separação 
não linear -- conhecido como “SVM de margem suave” é dado por: 

 

Minimizar:               
1

2
𝒘𝑇𝒘 + 𝐶𝟏𝑻𝝃                    

 

(6) 
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Sujeito a:               𝐃(𝚽𝐰 − w0𝟏) + 𝛏 ≥ 𝟏 

 

                    𝛏 ≥ 𝟎 

 

                    𝑤0 ∈ ℝ, 𝒘 ∈ ℝ𝑞 

Derivando o dual de Wolfe do SVM não linear, a matriz 𝐾 = 𝚽𝚽𝑇, que representa os 

produtos internos das transformações 𝜑, aparece na função objetivo do dual. Dessa forma, 

caso possa computar diretamente os produtos internos de 𝜑 mediante uma função Kernel, 

não haverá necessidade de se aplicar explicitamente a transformação 𝜑 aos dados originais, 
o que torna a otimização do problema significantemente menos onerosa. A função Kernel 
adotada no presente estudo foi o Kernel Gaussiano, dado por: 

 

𝜅(𝒙𝒊, 𝒙𝒋) = 𝑒𝑥𝑝 (−𝛾‖𝒙𝒊−𝒙𝒋‖
2

) (7) 

onde exp (. ) é a função exponencial e ‖. ‖ é a norma euclidiana. 

O Kernel Gaussiano é a função Kernel mais utilizada pela literatura de aprendizado de 
máquinas (LI & SUOHAI, 2013; GONG et al., 2016), dado que é capaz de computar um 
espaço de características de dimensão infinita (STEINWART et al., 2006), apesar de exigir 

apenas um parâmetro 𝜸 para sua estimação. A capacidade do Kernel Gaussiano em 
abarcar sinteticamente uma gama de interações não lineares entre as variáveis explicativas 
e a elevada acurácia das previsões de algoritmos que fazem uso dele se estabeleça que 
essa função seja a escolha padrão para estudos de aprendizado de máquinas 
(KAMRUZZAMAN et al., 2003; SUN & LI, 2012).  
 
 

3.3. Regressão logística 
 
Regressão logística é uma técnica estatística utilizada para modelar distribuições 

binomiais. Nesse sentido, em termos práticos, é mais próxima aos modelos de classificação 
supervisionada do que de uma regressão. No presente estudo, as variáveis são binárias. O 
modelo tem seu nome derivado da função logística, dada por: 

 

𝜅𝐹(𝑥) =
𝑒𝑥

1 + 𝑒𝑥
 (8) 

Essa função varia entre 0 e 1, sendo o seu resultado facilmente interpretado como 
probabilidade, daí o seu uso difundido em problemas de classificação. 

 
O modelo logístico está na classe de modelos lineares generalizados e pode ser 

obtido da seguinte forma: 
 

𝐹(𝑥) =
𝑒𝛽0+𝛽1𝑥1+⋯+𝛽𝑛𝑥𝑛

1 + 𝑒𝛽0+𝛽1𝑥1+⋯+𝛽𝑛𝑥𝑛
 (9) 
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3.4. Bayes Ingênuo 
 
O algoritmo Bayes Ingênuo assume que estamos trabalhando com uma rede 

Bayesiana cujos nós na base são condicionalmente independentes. No nosso caso, a 
variável não observada da rede seria o crime, e as outras características são as variáveis 
observadas. Com informação dessas últimas então, o algoritmo deduz os parâmetros da 
rede Bayesiana, usando aprendizagem supervisionada, por meio de estimadores de máxima 
verossimilhança e teorema de Bayes. A rede que estamos tentando estimar pode ser 
representada na Figura 3. 

 
Figura 3 - Rede Bayesiana 

 

Fonte: Elaborado pelos autores  

A rede acima pode parecer artificial por não fluir nos sentidos da causalidade, mas 
tem a vantagem de representar a distribuição de probabilidade conjunta com uma 
quantidade muito menor de parâmetros do que se tivéssemos que combinar cada variável 
exaustivamente para estabelecer essa mesma distribuição. Isso tudo, no entanto, vem ao 
custo da pressuposição ingênua do algoritmo, que é assumir independência condicional 
entre os nós na base da rede. Isso obviamente é falso, e podemos tecer vários argumentos 
de por que o fato de o indivíduo trabalhar, por exemplo, é dependente de ele estar na 
escola, mesmo dada a variável de crime para que a dependência seja condicional. Com 
esse pressuposto e como o teorema de Bayes, temos: 

 

𝑃(𝑦|𝑥1,. . . , 𝑥𝑛) =
𝑃(𝑦)𝑃(𝑥1,. . . , 𝑥𝑛|𝑦)

𝑃(𝑥1,. . . , 𝑥𝑛)
 (10) 

 

Usando a hipótese de independência condicional: 
 

𝑃(𝑥𝑖|𝑦, 𝑥1,..., 𝑥𝑖−1, 𝑥𝑖+1, . . . , 𝑥𝑛) = 𝑃(𝑥𝑖|𝑦) (11) 

Portanto: 

 

𝑃(𝑦|𝑥1,. . . , 𝑥𝑛) =
𝑃(𝑦) ∏ 𝑃𝑛

𝑖=1 (𝑥𝑖|𝑦)

𝑃(𝑥1,. . . , 𝑥𝑛)
 (12) 

Como o denominador será idêntico para todas as classes de y, e estamos apenas 

interessados em comparar qual delas tem maior probabilidade dado o vetor de 
características, podemos ignorar o denominador e trabalhar com pseudoprobabilidades. 
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𝑃(𝑦|𝑥1,. . . , 𝑥𝑛) ∝ 𝑃(𝑦) ∏ 𝑃

𝑛

𝑖=1

(𝑥𝑖|𝑦) (13) 

 

ŷ = 𝑎𝑟𝑔𝑚𝑎𝑥
𝑦

𝑃(𝑦) ∏ 𝑃

𝑛

𝑖=1

(𝑥𝑖|𝑦) (14) 

Como exemplo, considere que os dados sejam como na Tabela 1. 
 
 
Tabela 1 - Exemplo hipotético para análise de ocorrência do crime 

Sofreu Crime Trabalha Sexo Casado(a) 

0 1 1 1 

0 1 0 0 

0 1 0 0 

0 0 1 1 

1 1 0 1 

1 0 1 1 

1 0 1 0 

Fonte:  Elaborado pelos autores 

 
 
Suponha agora que recebemos o vetor de características de um novo indivíduo e 

queremos saber se ele vai ou não sofrer um crime. Suponha o vetor 𝒙 = (𝟏, 𝟏, 𝟎). A 
pseudoprobabilidade do indivíduo sofrer um crime é: 

 

𝑃′(𝑦|𝑥1,𝑥2,𝑥3) = 𝑃(𝑦)𝑃(𝑥1|𝑦)𝑃(𝑥1|𝑦)𝑃(𝑥3|𝑦) (15) 

 
Substituindo os valores para o caso de sofreu crime e não sofreu crime, temos: 
 

𝑃′(𝑦|𝑥1,𝑥2,𝑥3) =
3

7

1

3

2

3

1

3
= 0.031 (16) 

 

𝑃′(𝑁𝑜𝑡𝑦|𝑥1,𝑥2,𝑥3) =
4

7

3

4

2

4

2

4
= 0.107 (17) 

 
Assim, o classificador preveria que o nosso novo indivíduo ainda não visto não irá 

sofrer um crime, dado que a pseudoprobalidade desse caso é bem maior. Esse exemplo 
mostra um problema que pode surgir: a pseudoprobabilidade depende da probabilidade a 
priori P(y) e quando ela é muito baixa, o classificador simplesmente preverá que ninguém é 

do caso y. Quando aplicarmos esse algoritmo nos dados da PDAD, devemos levar esse 
problema muito a sério, uma vez que menos de 10% das pessoas pesquisadas sofreram 
crimes. 
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Algumas observações finais a serem feitas é que a explicação acima é bem mais 
simplificada do que o algoritmo que de fato usaremos. Um exemplo é que uma das classes 

de y não tivesse nenhum exemplo positivo de uma das características x, a 
pseudoprobabilidade seria automaticamente zero, independente de quão para cima as 
outras características a puxassem. Outro exemplo é que pressupomos acima que todas são 
características não binárias, o que nem sempre é o caso. Esses problemas são corrigidos 
pelo algoritmo utilizado, mas a explicação de como isso é feito é demasiado extensa, e 
acreditamos que o que foi tratado acima já é suficiente para entender como o algoritmo 
funciona. 
 
 

3.5. Árvore de Decisão (Decision Tree) 
 
O algoritmo Decision Tree é um método não paramétrico de aprendizado 

supervisionado usado para classificação e regressão, este tem por objetivo criar uma árvore 
de decisão que permita fazer previsões sobre valores e classes aprendendo sobre os 
atributos dos dados e inferindo regras sobre o procedimento a ser utilizado para a 

classificação/regressão. Matematicamente, dado um vetor de treino , i=1,2,3… e 

um vetor de classe , a árvore de decisão recursivamente particiona o espaço de 
forma que índices de mesma classe sejam agrupados juntos arranjando um candidato no 
vetor de treino para essa separação.  

 

Neste trabalho, tal algoritmo foi aplicado para nos expor seus procedimentos e regras 
de classificação sobre dados demográficos de cidadãos do Distrito Federal, prevendo para 
cada indivíduo se sofreria violência ou não. Em outras palavras, será exposta uma 
sequência de operações ramificadas baseadas em comparações de quantidades a respeito 
dos atributos, sendo as comparações atribuídas por fim alguma classe-alvo. Sendo o 
algoritmo otimizado, ele trata de escolher os aspectos mais impactantes para separações de 
classe, assim, teremos quais os fatores principais que podem levar um indivíduo a sofrer de 
algum ato de violência. 
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4. RESULTADOS 
 

 
4.1. Regressão logística 

 
Como aproximadamente 93% das pessoas na pesquisa não sofreram nenhum tipo 

de crime, a base de dados de crime pode ser considerada severamente desbalanceada. 
Assim, qualquer classificador conseguirá uma acurácia de 93% simplesmente prevendo que 
ninguém sofrerá crime. Para lidar com esse problema, estamos dispostos a sacrificar a 
acurácia e medirmos a capacidade do modelo com precisão e revocação, com a primeira 
medindo a capacidade de identificar as vítimas, e a segunda, a quantidade de verdadeiros-
positivos sobre o total de positivos previstos. 

 
Para tanto, mudamos os pesos das classes positivas (as que sofreram crime) e 

negativas (não sofreram) de tal forma que o classificador é penalizado dez vezes mais por 
errar a classificação de uma vítima do que a de alguém que não sofreu nenhum tipo de 
crime. Conseguimos no set de teste uma acurácia de 54%, uma precisão de 75% e uma 
revocação de 9%. O mapa georreferenciado das previsões de criminalidade nas RAs do DF 
geradas pela regressão logística está nas Figuras 4 e 5. 

 
Figura 4 - Mapa georreferenciado das previsões de criminalidade pelo classificador regressão 

logística 
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Figura 5 - Legenda do mapa georreferenciado das previsões de criminalidade pelo classificador 
regressão logística 

 
 
 
 

4.2. Bayes Ingênuo 
 
Para resolver o problema da base de dados desbalanceada, forçamos o classificador 

a considerar a probabilidade a priori de sofrer crime como sendo 50%. O resultado obtido foi 
de 60% de acurácia, 10% de revocação e 71% de precisão. A baixa revocação, em 
contraponto à elevada precisão, mostra que esse classificador priorizou a minimização de 
falsos positivos, o que, por outro lado, comprometeu a proporção de falsos negativos, assim 
como na regressão logística. A acurácia geral e a precisão foram satisfatórias. O mapa 
georreferenciado das previsões de criminalidade nas RAs do DF geradas pelo classificador 
Bayes ingênuo está nas Figuras 6 e 7. 

 
Figura 6 - Mapa georreferenciado das previsões de criminalidade pelo classificador Bayes ingênuo 
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Figura 7 - Legenda do mapa georreferenciado das previsões de criminalidade pelo classificador 
Bayes ingênuo 

 
 
 

 

4.3. SVM 
 
O classificador SVM de margem suave retornou uma elevada acurácia de 70,23%, 

demonstrando a boa eficiência desse classificador. A precisão alcançada foi de 47,24%, e a 
revocação foi de 67,70%, evidenciando que, para os parâmetros ótimos encontrados pelo 

grid search (C=2 e 𝛾 = 0.1), a função de separação apresentou menor proporção de falsos 
negativos em relação a falsos positivos, ou seja, o algoritmo foi mais “parcimonioso” que o 
Bayes ingênuo, prevendo grande parte dos crimes que ocorreram de fato, com o custo de 
um número maior de “alarmes falsos”. A revocação satisfatória (acima de 50%) reforça a 
robustez do algoritmo. O mapa georreferenciado das previsões de criminalidade nas RAs do 
DF geradas pelo SVM está nas Figuras 8 e 9. 

 
Figura 8 - Mapa georreferenciado das previsões de criminalidade pelo classificador SVM 
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Figura 9 - Legenda do mapa georreferenciado das previsões de criminalidade pelo classificador SVM 

 
 
 
 

4.4. Random Forest 
 
A amostra de 60.057 observações conta com um grupo de 56.402 que não sofreu  

e um grupo de 3.655 que sofreu violência. O principal atributo selecionado é a 
TP_MOR_ESCOLARIDADE que representa o nível de escolaridade do observado, sendo 1 
para analfabeto e maior que os níveis mais altos de escolaridade. 

 
Esse parâmetro já retornou grande inferência sobre as classes, ou seja, 100% dos 

indivíduos que sofreram violência observados por esse estudo são analfabetos, porém 911 
são analfabetos e não sofreram violência, ficando a cargo do segundo nó de separação de 
classes, FQ_MOR_EXTRA - categoria sobre se o entrevistado frequenta atividade 
extracurricular, como informática, língua, entre outros. Os resultados mostram que essa 
variável exerce uma influência significativa para a previsão da criminalidade na base de 
dados proposta, de modo que maiores níveis de atividade extracurricular induzem uma 
diminuição da propensão à atividade criminosa, evidenciando que uma análise mais 
aprofundada de elementos do âmbito sociocultural pode revelar vicissitudes adicionais para 
o melhor entendimento das causas de violência em grandes centros urbanos. A Figura 10 
ilustra o encadeamento da árvore de decisão. O mapa georreferenciado das previsões de 
criminalidade nas RAs do DF geradas pelo random forest está nas Figuras 11 e 12. 
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Figura 10 - Modelo de árvore de decisão 
 

 
 
 
 

Figura 11 - Mapa georreferenciado das previsões de criminalidade pelo classificador random forest 
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Figura 12 - Legenda do mapa georreferenciado das previsões de criminalidade pelo classificador 
random forest 
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5. CONCLUSÃO 
 
 

Os mapas gerados pelo georreferenciamento vão ao encontro da realidade 
observada no Distrito Federal: zonas de alta periculosidade identificadas pelas previsões 
possuem grande aderência com os níveis reais de criminalidade, evidenciando o bom 
desempenho que metodologias de aprendizado de máquinas são capazes de lograr, 
identificando padrões de alta complexidade com boa acurácia. 
 

Em geral, os resultados foram favoráveis, visto pelo desempenho preditivo das 
metodologias consideradas, o que apresenta evidências robustas de que as variáveis 
explicativas levantadas possuem forte poder explicativo para a previsão de ocorrências de 
atividades criminosas no Distrito Federal. Os resultados são de grande valia para subsidiar a 
formulação e instrumentalização de políticas públicas relativas à segurança, na medida em 
que as boas previsões das localidades de alta propensão para crimes podem auxiliar 
diretamente: 

 

● Na intervenção ex-post a criminalidade, reforçando o policiamento em zonas 
identificadas como tendo alta propensão a crimes, bem como indicando pontos 
estratégicos para a alocação de contingente de patrulha e de futuras instalações 
físicas como delegacias e postos de vigilância comunitária; 

●  Na intervenção ex-ante a criminalidade, dada a significância satisfatória lograda 
pelas variáveis explicativas levantadas, o que sugere a existência de uma correlação 
entre o nível de criminalidade com fatores que permeiam aspectos mais profundos e 
complexos, indo muito além de informações socioeconômicas, as quais certamente 
exercem influência decisiva para a criminalidade, mas que são insuficientes para 
englobar a totalidade de nuanças sociais e psicológicas que perpassam a construção 
social de uma atividade criminosa; dimensões “latentes” como as atividades culturais 
e recreativas podem fornecer novos horizontes de articulação para o combate ao 
crime sem a necessidade de se consumar o crime de fato. 

 
Estudos futuros são encorajados a replicar a pesquisa para demais localidades e 

para bases de dados mais atualizadas. Em especial, é de grande atratividade replicar o 
presente trabalho para uma escala temporal longitudinal, a fim de verificar a pertinência das 
variáveis escolhidas para captar tendências temporais – como efeitos de defasagem (isto é, 
identificação de variáveis que surtem efeito a curto prazo na criminalidade, como renda; ou a 
longo prazo, como escolaridade). 
 

Ademais, o desempenho de cada classificador foi avaliado, e os resultados 
mostraram que cada classificador possui suas virtudes e debilidades. É recomendável uma 
extensão ao presente estudo que considere ponderações e modelos de mistura entre as 
metodologias apresentadas (fenômeno conhecido como boosting), de modo a buscar um 
classificador “híbrido” que englobe as vantagens de cada método individual, ou que dilua as 
deficiências inerentes a cada abordagem preditiva considerada. 
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